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ié

de
co

ur
s

Table des matières

Tables des matières 1

1 Outils probabilistes 2
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2.4 Statistique inférentielle . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22

3 Loi des grands nombres 24
3.1 Loi des grands nombres . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
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Chapitre 1

Outils probabilistes

1.1 Probabilités, évènements, indépendance, conditionnement

L’objectif de toute modélisation est de fournir des prédictions sur l’expérience modélisée. Pour
mieux comprendre la répartition des réalisations de la variable aléatoire X lors de répétitions de
l’épreuve, il nous faut donc caractériser la loi de la variable aléatoire X. Dans la suite on travaille dans
un cadre particulier : un espace probabilisé (Ω,A, P ), où Ω est l’univers des possibles, A l’ensemble
des évènements (appelé tribu) et P une mesure de probabilité.

Sur l’espace probabilisé (Ω,A, P ), les opérations suivantes sont nécessairement vérifiés

1. P (Ω) = 1

2. pour toute suite d’évènements (An)n mutuellement exclusifs (c’est à dire Ai ∩Aj = ∅ si i 6= j),
on a

P

(⋃
i∈N

Ai

)
=
∑
i∈N

P (Ai).

Exemple 1.1.1 (Lancer de dé). On lance un dé à 6 faces équilibré. L’espace fondamental est donc
Ω = {1, 2, 3, 4, 5, 6}. L’ensemble A = P(Ω) est l’ensemble des parties de Ω. L’hypothèse “dés équilibrés”
se traduit par P (i) = 1/6. L’évènement “observer 5 ou plus” est A = {i, i ≥ 5} = {i = 5} ∪ {i = 6}.
Donc

P (A) = P (i = 5) + P (i = 6) = 2/6 = 1/3.

Proposition 1.1.1. Pour un espace probabilisé (Ω,A, P ), on a
— Evènement vide : P (∅) = 0,
— Complémentaire : P (A) = 1− P (A),
— Evènement imbriqué : ∀A ⊂ B ∈ A, P (A) ≤ P (B),
— Union-intersection : ∀A,B ∈ A, P (A ∪B) = P (A) + P (B)− P (A ∩B).
— Inégalité de Bonferroni : P (A ∩B) ≥ P (A) + P (B)− 1.

Démonstration. Idées de preuves
— Evènement vide :

Ω = Ω ∪ ∅ ⇒ 1 = P (Ω) + P (∅).

— Complémentaire :
Ω = A ∪A⇒ 1 = P (A) + P (A).

— Evènement imbriqué :

B = A ∪ (B ∩A)⇒ P (B) = P (A) + P (B ∩A) ≥ P (A)
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ié

de
co

ur
s

CHAPITRE 1. OUTILS PROBABILISTES 3

— Union-intersection :

A ∪B = (A ∩B) ∪ (B ∩A) ∪ (A ∩B)⇒ P (A ∪B) = P (A ∩B) + P (B ∩A) + P (A ∩B).

Or P (A ∩B) + P (A ∩B) = P (A) d’où

P (A ∪B) = P (A)− P (A ∩B) + P (B)− P (B ∩A) + P (A ∩B) = P (A) + P (B)− P (A ∩B).

— Inégalité de Bonferroni :

P (A ∩B) = P (A) + P (B)− P (A ∪B) ≥ P (A) + P (B)− 1

Proposition 1.1.2. Pour un espace probabilisé (Ω,A, P ), on a
— ∀A,B ∈ A tel que P (B) 6= 0, P (A|B) = P (A ∩B)/P (B)
— Pour toute suite (Bn) d’évènement mutuellement exclusif tel que

⋃
nBn = Ω, alors

∀A ∈ A, P (A) =
∑
n

P (A ∩Bn) =
∑
n

P (A|Bn)P (Bn).

C’est la formule des probabilités totales.
— Dans le même cadre

P (Bi|A) =
P (Bi ∩A)

P (A)
=

P (A|Bi)P (Bi)∑
n P (A|Bn)P (Bn)

.

C’est la formule de Bayes.

Définition 1.1.2 (Indépendance). Deux évènements A,B sont indépendants si

P (A ∩B) = P (A)P (B).

En particulier P (A|B) = P (A).

1.2 Caractérisation des variables aléatoires

La définition d’une variable aléatoire est la suivante.

Définition 1.2.1 (Variable aléatoire). Une variable aléatoire X est une application mesurable de
l’espace fondamental muni d’une tribu (Ω,A) dans l’ensemble des réels muni de la tribu des boréliens
(R,BR), i.e. ∀I ∈ BR, X−1(I) ∈ A. X−1(I) = {ω ∈ Ω, X(ω) ∈ I} est donc un évènement lié à
l’expérience considérée. Si la variable aléatoire est discrète, X est à valeurs dans N ⊂ R. La loi de
la variable aléatoire X est la mesure de probabilité sur (R,BR) définie par ∀I ∈ BR, PX(I) = P (X ∈
I) = P (X−1(I)).

Dans la suite, on retiendra l’idée qu’une variable aléatoire est une quantité incertaine réelle issue
d’une expérience aléatoire dont on cherche à quantifier la répartition (concentration vs. dispersion)
dans R, la moyenne ou encore l’écart à la moyenne. Nous introduisons les concepts clés : la fonction
de répartition, la fonction de densité et la fonction de masse de probabilité.

Définition 1.2.2 (Fonction de répartition, densité, masse de probabilité). Abusivement, nous noterons
les probabilités de la manière suivante P (X ≤ x) = P (ω ∈ Ω, X(ω) ≤ x) et P (X = x) = P (ω ∈
Ω, X(ω) = x). En pratique une variable aléatoire peut être caractérisée par
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CHAPITRE 1. OUTILS PROBABILISTES 4

— sa fonction de répartition FX(x) = P (X ≤ x). C’est une fonction croissante continue à droite
et ayant une limite à gauche, telle que

lim
x→−∞

FX(x) = 0, lim
x→+∞

FX(x) = 1.

— sa densité (si elle existe) fX(x) telle que P (X ∈ [a, b]) =
∫ b
a fX(x)dx. C’est une fonction

positive dont l’intégrale vaut 1,
∫∞
−∞ fX(x)dx = 1. Elle vérifie

FX(x) =

∫ x

−∞
fX(t)dt, fX(x) = F ′X(x).

— sa fonction de masse de probabilité (si pertinent) pX(x) = P (X = x). C’est une fonction à
valeurs dans [0, 1]. Pour une variable discrète à valeurs dans {0, . . . , n}, pX est reliée à FX par

FX(x) =


0 si x < 0
k∑
l=1

pX(l) si k ≤ x < k + 1 < n

1 si x > n

Définition 1.2.3 (Espérance). L’espérance d’une variable aléatoire est définie

E(X) =

∫
Ω
XdP.

Pour une variable discrète, elle se calcule de la manière suivante

E(X) =

∞∑
k=0

kpX(k).

Pour une variable continue, on a

E(X) =

∫ ∞
−∞

xfX(x)dx.

Elle représente la valeur moyenne des valeurs prises par X sous toutes les eventualités de l’épreuve.
X est dit intégrable si E(|X|) < +∞.

Proposition 1.2.1 (Linéarité). Pour tout réel a, b, on a E(aX + b) = aE(X) + b.

Définition 1.2.4 (Variance). La variance d’une variable aléatoire représente la variabilité de la va-
riable aléatoire autour de son espérance et est définie par

V ar(X) = E
[
(X − E(X))2

]
= E(X2)− (E(X))2 .

Définition 1.2.5 (Moment d’ordre k). Le moment ordinaire d’ordre k d’une variable aléatoire est
mk = E(Xk). Le moment centré d’ordre k d’une variable aléatoire est µk = E

(
(X − E(X))k

)
.

Théorème 1.2.2 (Théorème de transfert). Soit X une variable aléatoire réelle. Considérons une
application mesurable ϕ de (R,BR) dans lui-même telle que ϕ(X) soit intégrable. On a

E(ϕ(X)) =

∫
R
ϕ(x)fX(x)dx ou E(ϕ(X)) =

∞∑
k=0

ϕ(k)pX(k).
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CHAPITRE 1. OUTILS PROBABILISTES 5

1.3 Lois discrètes

Nous nous intéressons aux variables aléatoires discrètes prenant des valeurs dans {0, . . . , n} ou N
tout entier. Elles seront caractérisées par leur fonction de masse de probabilité plutôt que leur fonction
de répartition.

Exemple 1.3.1 (Loi certaine). La variable certaine est à valeurs dans {c} et sa fonction de masse
de probabilité est

pX(k) =

{
1 si k = c
0 sinon

La fonction de répartition se déduit facilement

FX(x) =

{
0 si x > c
1 si x ≥ c

Les deux premiers moments sont E(X) = c et V ar(X) = 0.

Exemple 1.3.2 (Loi de Bernoulli). Une variable de loi de Bernoulli B(p) est à valeurs dans {0, 1} et
sa fonction de masse de probabilité est

pX(k) =


1− p si k = 0
p si k = 1
0 sinon

La loi de X est donc PX = (1− p)δ0 + pδ1. Son espérance est E(X) = p. La loi de Bernoulli est aussi
la loi de 11A où A est un évènement. La fonction de répartition se déduit facilement

FX(x) =


0 si x > 0
1− p si 0 ≤ x < 1
1 si x ≥ 1

Les deux premiers moments sont E(X) = p et V ar(X) = p(1− p).
La loi de Bernoulli modélise des expériences du type succès/échec. Typiquement, on peut pen- ser

au résultat d’un match victoire/défaite, au résultat d’un concours admis/non-admis, un vote oui/non,
un tirage dans une urne boule blanche/boule noire, le traitement d’un patient vie/décès, la survenance
ou non d’une catastrophe naturelle . . .

Expérience p

Résultat France - Angleterre 0.4613
Admission CAPES 0.3474
Présidentielle 0.5164
Traitement cancer poumon 0.20
Tremblement de terre (mag > 8 dans le monde) 0.57 / an

Exemple 1.3.3 (Loi uniforme). Une variable de loi uniforme à valeurs dans {1, . . . , n} a pour fonction
de masse de probabilité pX(k) = 1/n pour k ∈ {1, . . . , n} et 0 sinon. La loi uniforme discrète correspond
à une expérience à résultats ou sorties équiprobables. On peut penser par exemple au lancer de dés,
. . .Les moments sont donnés par E(X) = (n+ 1)/2 et V ar(X) = n(n+ 1)/24.

Exemple 1.3.4 (Loi binomiale). Une variable de loi binomiale B(n, p) modélise le nombre de réalisations
d’un évènement de probabilité p lors d’une répétition de n épreuves indépendantes et identiques. Sa
fonction de masse de probabilité est

pX(k) = Cknp
k(1− p)n−k,
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ié

de
co

ur
s

CHAPITRE 1. OUTILS PROBABILISTES 6

0.0 0.2 0.4 0.6 0.8 1.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

f.m.p. Bernoulli B(1/3)

x

p X
(x
)

-1.0 -0.5 0.0 0.5 1.0 1.5 2.0

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

f.d.r. Bernoulli B(1/3)

x

F X
(x
)

Figure 1.1 – Loi Bernoulli

pour k ∈ {0, . . . , n} où Ckn est le coefficient binomial Ckn = n!/(k!(n− k)!). La fonction de répartition
se calcule plus difficilement

FX(x) =

bxc∑
k=0

pX(k) =

bxc∑
k=0

Cknp
k(1− p)n−k

et ne se simplifie pas plus.
Son espérance vaut E(X) = np. Si on note Xi la variable de Bernoulli de la ième épreuve, alors

X =
n∑
i=1

Xi.

Par linéarité de l’espérance, on obtient

E(X) = E

(
n∑
i=1

Xi

)
=

n∑
i=1

E(Xi) = np.

Sa variance est V ar(X) = np(1− p).
La loi binomiale correspond à une répétition d’expériences de Bernoulli, typiquement répétition de

tirage aléatoire, répétition d’un traitement. . .
Expérience p n np

Résultat France - Angleterre 0.4613 13 6
Admission CAPES 0.3474 14865 5164
Traitement cancer poumon 0.20 1000 200
Tremblement de terre (mag > 8 dans le monde) 0.57 / an 10 5.7

Exemple 1.3.5 (Loi géométrique). Une variable de loi géométrique Ge(p) modélise le temps d’ap-
parition d’un évènement de probabilité p lors d’une répétition indéfinie d’épreuves indépendantes et
identiques. Sa fonction de masse de probabilité est

pX(k) = (1− p)k−1p,
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Figure 1.2 – Loi binomiale

où k = 1, . . . . Sa fonction de répartition est pour x ∈ N

FX(x) =

bxc∑
k=0

pX(k) =

x∑
k=0

(1− p)k−1p = p(1− p)1− (1− p)x

1− (1− p)
= (1− p)(1− (1− p)x).

Son espérance est

E(X) =
1

p
, V ar(X) =

1− p
p

.

Autrement dit p = 1/E(X) s’interprète comme une période de retour pour des évènements iid.
La loi géométrique modélise le temps d’attente d’un évènement. Considérons le temps d’occurrence

d’un tremblement de terre de plus de 8 (Richter). En prenant p = 0.57, on obtient les probabilités
suivantes

k 1 2 3 4 5 6 7 8 9 10

pX(k) 0.5702 0.2451 0.1053 0.0453 0.0195 0.0084 0.0036 0.0015 7e-04 3e-04

Dans le monde de l’actuariat, les évènements rares comme les tempêtes ou les ouragans sont parfois
comparés en terme de période de retour. On construit une grille (déterministe) de cout, par exemple
k = 1, . . . , 10 en millions d’euros. Historique on calculer la probabilité pk pour que la tempête dépasse
k millions d’euros. Le tracé des points (pk, k) pour différents k permet de juger de la sévérité possible
de l’évènement et est appelé “occurrence exceeding probability curve”. On peut aussi tracer (1/pk, k).
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Figure 1.3 – Loi géométrique

Exemple 1.3.6 (Loi de Poisson). Une variable de loi de Poisson P(λ) modélise le nombre de clients
arrivés à un serveur durant une unité de temps sous l’hypothèse que les arrivées sont au hasard et
indépendantes. Sa fonction de masse de probabilité est

pX(k) =
λk

k!
e−λ

où k ∈ N. Son espérance est E(X) = λ et sa variance V ar(X) = λ. Sa fonction de répartition est
pour x ∈ N

FX(x) =

bxc∑
k=0

pX(k) =

x∑
k=0

λk

k!
e−λ.

La loi de Poisson modélise le nombre d’occurrence d’un évènement récurrent. Dans le monde de
l’actuariat, la loi de Poisson est souvent utilisé pour modéliser le nombre de sinistres d’une ou plusieurs
polices d’assurance. Considérons un portefeuille d’assurance dont l’occurrence du nombre de sinistres
(/an) pour un des contrats suit une loi de Poisson P(λ = 4/100). On obtient les probabilités suivantes
k 0 1 2 3 4 5 6 7 8 9

P (X = k) 0.9608 0.0384 8e-04 0 0 0 0 0 0 0
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Figure 1.4 – Loi de Poisson
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1.4 Lois à densité

Etudions maintenant les lois continues ou lois à densité, associées à une variable aléatoire continu
par rapport à la mesure de Lebesgue. Par définition, les variables de lois à densité ne prennent pas
leur valeur dans un ensemble dénombrable mais indénombrable, par exemple un intervalle [a, b], [a,∞[
ou l’ensemble de réels R.

Exemple 1.4.1 (Loi uniforme). Une variable de loi uniforme sur un intervalle [a, b], a < b, notée
U(a, b) a pour densité

fX(x) =
1

b− a
11[a,b](x).

Son espérance vaut E(X) = (a+ b)/2, i.e. le milieu de l’intervalle [a, b]. On peut aussi facilement cal-
culer sa variance V ar(X) = (b−a)2/12. La fonction de répartition se déduit facilement par intégration

FX(x) =


0 si x < a
x−a
b−a si a ≤ x ≤ b
1 si x > b

La loi uniforme est l’équivalent continue de la loi uniforme discrète et représente une expérience
équiprobable. Elle permet de modéliser par exemple la répartition spatiale des gouttes quand il pleut,
la répartition temporelle des arrivées de n clients à un guichet de service. . .
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Figure 1.5 – Loi uniforme

Exemple 1.4.2 (Loi exponentielle). Une variable de loi exponentielle E(λ) a pour densité

fX(x) = λe−λx11R+(x).

La fonction de répartition se déduit facilement par intégration

FX(x) =

{
0 si x < a

1− e−λx si 0 ≤ x

Son espérance est donnée par E(X) = 1/λ et V ar(X) = 1/λ2. Une autre paramétrisation existe où
la densité est définie par e−x/β/β et β est un paramètre d’échelle. Une autre paramétrisation existe
où la densité est définie par e−x/β/β où β est un paramètre d’échelle. La loi exponentielle standard
correspond à λ = 1. La loi exponentielle est aussi la version continue de la loi géométrique.
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Il s’agit du modèle le plus simple pour modéliser la durée de vie d’un matériel ou d’un être vivant
où λ s’interprète comme le taux de défaut ou de mortalité sur un court espace de temps.

Un domaine privilégié de la loi exponentielle est le domaine de la radioactivité. Chaque atome
radioactif possède une durée de vie qui suit une loi exponentielle. Le paramètre s’appelle la constante
de désintégration.

En fiabilité, la loi exponentielle est utilisée pour modéliser la durée de vie d’un composant, par
exemple d’une ampoule, d’un transistor,. . .

En hydrologie, la loi exponentielle est utilisée pour analyser les valeurs extrêmes tels que la quantité
minimale et maximale de précipitations par jour.

Dans la modélisation des fils d’attente, la loi exponentielle correspond au temps d’attente entre
deux clients à un serveur. Dans ce cas, le nombre de personnes arrivées au temps t suit une loi de
Poisson P(λt).

La loi exponentielle intervient aussi en assurance soit pour modéliser la durée de vie soit pour
modéliser le cout d’un sinistre. Supposons que le cout d’un sinistre suit une loi exponentielle E(λ =
1/1000) euros. On obtient les probabilités suivantes
x 200 400 600 800 1000 1200 1400 1600 1800 2000

P (X ≤ x) 0.1813 0.3297 0.4512 0.5507 0.6321 0.6988 0.7534 0.7981 0.8347 0.8647
P (X > x) 0.8187 0.6703 0.5488 0.4493 0.3679 0.3012 0.2466 0.2019 0.1653 0.1353
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Figure 1.6 – Loi exponentielle

Exemple 1.4.3 (Loi normale). Une des premières apparitions de la loi normale est due à Abraham
de Moivre en 1733 en approfondissant l’étude de la factorielle n ! lors de l’étude d’un jeu de pile ou
face. Il publie “The Doctrine of Chances” en 1756 dans lequel la loi normale apparaˆıt comme limite
d’une loi binomiale, ce qui sera à l’origine du théorème central limite. En 1777, Pierre-Simon de
Laplace reprend ces travaux et obtient une bonne approximation de l’erreur entre cette loi normale et
la loi binomiale grˆace à la fonction gamma d’Euler. Dans son ouvrage publié en 1781, Laplace donne
une première table de cette loi. En 1809, Carl Friedrich Gauss assimile des erreurs d’observation en
astronomie à la courbe, dite des erreurs, de la densité de la loi normale.

La loi normale est alors pleinement définie lorsque le premier théorème central limite, alors appelé
théorème de Laplace, est énoncé par Laplace en 1812. Son nom “normale” est donné par Henri Poin-
caré à la fin du XIXe siècle. La loi porte également les noms de loi de Gauss ou loi de Laplace-Gauss
en fonction de l’attribution de la paternité de la création de cette loi ; la dénomination de deuxième
loi de Laplace est également utilisée occasionnellement. La loi normale est toujours une loi étudiée.
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Par exemple, de nouvelles tables numériques sont données en 1948 par Egon Sharpe Pearson, en 1952
par le National Bureau of Standards et en 1958 par Greenwood et Hartley.

Une variable de loi normale N (µ, σ2) a pour densité

fX(x) =
1

σ
√

2π
e−

(x−µ)2

2σ2 .

Son espérance est E(X) = µ et V ar(X) = σ2. La loi normale centrée réduite correspond à N (0, 1).
La fonction de répartition ne possède pas de forme plus explicite

FX(x) =

∫ x

−∞

1

σ
√

2π
e−

(y−µ)2

2σ2 dy =

∫ x−µ
σ

−∞

1√
2π
e−

z2

2 dz = Φ

(
x− µ
σ

)
.

La loi normale a de multiples applications : tirs de projectiles en balistique, le quotient in- tellectuel
N (100, 152), l’anatomie humaine (la taille, le poids,...), le traitement du signal (image, ondes,. . .), la
finance (hypothèse de rendements gaussiens par Bachelier),. . .
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Figure 1.7 – Loi normale ou de Gauss-Lévy

Exemple 1.4.4 (Loi de Pareto). La loi de Pareto a été mis en évidence par le mathématicien W.
Pareto dans son étude des revenus. Le principe de Pareto 80-20 signifie que 20% de la population
détient 80% de la richesse. Une variable de loi Pareto P(σ, α) a pour densité

fX(x) =
α

σ

(
1 +

x

σ

)−(α+1)
, x > 0.

La fonction de répartition possède une forme explicite

FX(x) =

{
0 si x < 0

1−
(
1 + x

σ

)−(α)
si x ≥ 0

L’espérance et la variance ne sont pas toujours définies suivant la valeur du paramètre de forme

E(X) =

{ σ
α−1 si α > 1

+∞ si α ≤ 1
, V ar(X) =

{
σ2α

(α−1)2(α−2)
si α > 2

+∞ si α ≤ 2
.
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La loi de Pareto a un grand champs d’applications, typiquement la taille des villes humaines, la taille
des fichiers sur internet, le taux d’erreur sur un disque dur, la quantité des pétroles sur une exploitation
pétrolières, la taille des météorites, la sévérité des sinistres.

Choisissons la loi de Pareto P(1000, 2) pour modéliser le cout d’un sinistre. La moyenne est iden-
tique à la loi exponentielle précédente. On obtient les probabilités suivantes

x 2000 4000 6000 8000 10000

Pareto P (X > x) 0.08944272 0.03703704 0.02133462 0.0142668 0.01039133
Exp P (X > x) 0.1353353 0.01831564 0.002478752 0.0003354626 4.539993e-05

On constate que la probabilité P (X > 10E(X)) dans le cas Pareto est proche 1% ce qui est ample-
ment plus grand que dans le cas exponentiel bien que les moyennes soient identiques.

0 5 10 15

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

d. Pareto Pa(3/2, 2)

x

f X
(x
)

0 5 10 15

0.
0

0.
2

0.
4

0.
6

0.
8

1.
0

f.d.r. Pareto Pa(3/2, 2)

x

F X
(x
)

Figure 1.8 – Loi de Pareto



Pol
yc

op
ié
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Chapitre 2

Outils statistiques

2.1 Objectif et applications

La statistique est la science dont l’objet est de recueillir, de traiter et d’analyser des données issues
de l’observation de phénomènes aléatoires, c’est-à-dire dans lesquels le hasard intervient. L’analyse des
données est utilisée pour d’écrire les phénomènes étudiés, faire des prévisions et prendre des décisions
à leur sujet. En cela, la statistique est un outil essentiel pour la compréhension et la gestion des
phénomènes complexes. Les données étudiées peuvent être de toute nature, ce qui rend la statistique
utile dans tous les champs disciplinaires et explique pourquoi elle est enseignée dans toutes les filières
universitaires, de l’économie à la biologie en passant par la psychologie, et bien sûr les sciences de
l’ingénieur. Donnons quelques exemples d’utilisation de la statistique dans divers domaines :

— économie, assurance, finance : prévisions économétriques, analyse de la consommation des
ménages, fixation des primes d’assurance et franchises, études quantitatives de marchés, gestion
de portefeuille, évaluation d’actifs financiers,

— biologie, médecine : essais thérapeutiques, épidémiologie, dynamique des populations, analyse
du génôme,

— sciences de la terre : prévisions météorologiques, exploration pétrolière,
— sciences humaines : enquêtes d’opinion, sondages, études de populations,
— sciences de l’ingénieur : contrôle de qualité, mâıtrise statistique des procédés (méthode “six-

sigma”), sûreté de fonctionnement (fiabilité, disponibilité, sécurité), mâıtrise des risques indus-
triels, évaluation des performances des systèmes complexes,

— sciences de l’information et de la communication : traitement des images et des signaux, recon-
naissance des formes et de la parole, analyse exploratoire des grandes bases de données, analyse
des réseaux de communication,

— physique : mécanique statistique, théorie cinétique des gaz,
Nous ne nous intéresserons pas à la collecte des données, qui est une tâche importante et difficile,

mais qui ne relève pas des mathématiques. Si on omet la collecte des données, les méthodes statistiques
se répartissent en deux classes :

— La statistique descriptive, statistique exploratoire ou analyse des données, a pour but de
résumer l’information contenue dans les données de façon synthétique et efficace. Elle utilise
pour cela des représentations de données sous forme de graphiques, de tableaux et d’indicateurs
numériques (par exemple des moyennes). Elle permet de dégager les caractéristiques essentielles
du phénomène étudié et de suggérer des hypothèses pour une étude ultérieure plus sophistiquée.
Les probabilités n’ont ici qu’un rôle mineur.

— La statistique inférentielle va au delà de la simple description des données. Elle a pour but
de faire des prévisions et de prendre des décisions au vu des observations. En général, il faut
pour cela proposer des modèles probabilistes du phénomène aléatoire étudié et savoir gérer les

13
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risques d’erreurs. Les probabilités jouent ici un rôle fondamental.

Population

Echantillon de
n individus

Collecte 
Données

Généralisation à 
l'ensemble de la 
population

Notons x1, . . . , xn des observations de durée de vie d’ampoules. Il est bien évident que la durée de
vie des ampoules n’est pas prévisible avec certitude à l’avance. On va donc considérer que x1, . . . , xn
sont les réalisations de variables aléatoires X1, . . . , Xn. Cela signifie qu’avant l’expérience, la durée de
vie de la ième ampoule est inconnue et que l’on traduit cette incertitude en modélisant cette durée
par la variable aléatoire Xi. Par contre, la durée de vie observée xi est elle certaine. On peut alors se
poser les questions suivantes

— suppose-t-on que les ampoules sont identiques et indépendantes, i.e. variables X1, . . . , Xn sont-
elles indépendantes et de même loi ? ⇒ Hypothèses

— Quel loi est-il raisonable d’utiliser ? par exemple une loi exponentielle E(λ) ?⇒ Tests d’adéquation
— Si le modèle exponentielle est retenue, comment estime-t-on λ ? ⇒ Estimation paramétrique
— Sur un parc de 1000 ampoules, à combien de pannes peut-on s’attendre en moins de 50h ? ⇒

Prévision

2.2 Statistiques graphiques

2.2.1 Terminologie

Définition 2.2.1 (individu,variables). L’individu est une unité statistique dont on regarde une ou
plusieurs caractéristiques : les variables. Les variables peuvent êtres discrètes ou continues, qualitatives
ou quantitatives. Les observations sont notées x1, . . . , xn et sont les réalisations de variables aléatoires
X1, . . . , Xn.

Définition 2.2.2 (population, échantillon). La population est l’ensemble des individus, tandis que
l’échantillon n’est que l’ensemble des individus observés. Si l’échantillon est la population entière alors
on parle de recensement. Mais lorsque c’est un sous-ensemble, on parle de sondage.

Définition 2.2.3 (hypothèse d’échantillon). L’hypothèse (toujours supposée par la suite) est que les
variables X1, . . . , Xn sont indépendemment et identiquement distribués (iid). Notons X la variable
générique.

2.2.2 Cas discret

Définition 2.2.4 (Fréquences absolue et relative). La fréquence absolue de la valeur j est le nombre
total nj d’observations égales à j, c’est à dire nj =

∑n
i=1 11xi=j. La fréquence relative est nj/n. Si
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on travaille avec des variables qualitatives, il suffit de faire une bijection entre N et l’ensemble des
modalités.

Exemple 2.2.5. Considérons les données issues du jeu HairEyeColor relatives à la couleur des
yeux et des cheveux de 592 individus. On peut en déduire les fréquences absolues et relatives pour les
couleurs de cheveux et d’yeux séparément, cf. tableaux ci-dessous.

Hair / Eye Brown Blue Hazel Green

Black 68 20 15 5
Brown 119 84 54 29

Red 26 17 14 14
Blond 7 94 10 16

Hair Black Brown Red Blond

nj 108 286 71 127
nj/n 0.182 0.483 0.12 0.215

Eye Brown Blue Hazel Green

nj 220 215 93 64
nj/n 0.372 0.363 0.157 0.108

Table 2.1 – Données HairEyeColor

Black Brown Red Blond

diagramme en batons

0
50

10
0

15
0

20
0

25
0

Black
Brown

Red

Blond

diagramme sectoriel

Figure 2.1 – Fonctions barplot et pie

2.2.3 Cas continu

Définition 2.2.6 (Histogramme). L’histogramme est la figure constituée des rectangles dont les bases
sont des classes (intervalle ]aj−1, aj ]) et dont les aires sont égales aux fréquences relatives de ces
classes. Les classes sont telles que a0 < a1 < · · · < ak, a0 < mini xi et ak > maxi xi. Notons
hj = aj − aj−1 la longueur de la classe i. Les hauteurs sont égales à

nj
nhj

.

On procède de la manière suivante :

1. Le nombre de classes est donnée par la règle de Sturges k = 2 + blog(n)/ log(2)c classes, où b.c
est la partie entière.
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2. Soit ∆ = maxi xi −mini xi l’étendue. On choisit a0 et ak par a0 = mini xi − 0.025∆ et ak =
maxi xi + 0.025∆.

3. Le calcul des classes dépend du type d’histogramme.

Pour l’histogramme à pas fixe (supposons aj − aj−1 = h) on calcule

1. le pas h = ak−a0
k ;

2. les classes sont aj = a0 + j × h pour j = 1, . . . , k − 1 ;

3. les effectifs dans chaque classe nj ;

4. les hauteurs
nj
nh .

Pour l’histogramme à classe de même effectif (supposons un même nombre d’observations),
on calcule

1. le nombre d’observations par clases m = bn/kc ;

2. les classes sont aj =
x?mj+x

?
mj+1

2 pour j = 1, . . . , k − 1 ;

3. les effectifs dans chaque classe nj ;

4. les hauteurs
nj
nhj

.

Remarque 2.2.1. L’histogramme est un estimateur de la densité empirique (lorsqu’on utilise les
fréquence relatives). En effet, l’aire du jème rectangle est nj/n =

∫ aj
aj−1

f̂(x)dx estimant P (aj−1 <

X ≤ aj).

Exemple 2.2.7. Considérons un jeu de données contenant le taux de criminalité par centaine de
milliers d’habitants, voir ci-dessous.

13.2 7.9 5.3 6 4.4 6 11.4 6.6 3.8 8.5
10 3.3 2.6 9.7 12.1 4.3 11.1 4.9 13.2 4
8.1 5.9 10.4 15.4 2.7 12.2 13 6.3 12.7 5.7
8.8 15.4 7.2 2.1 16.1 2.1 0.8 3.4 3.2 2.6
9 17.4 2.2 11.3 9 7.4 7.3 14.4 2.2 6.8

Pour obtenir l’histogramme à pas fixe, on calcule
— le nombre de classes k = 2 + blog(50)/ log(2)c = 7,
— l’étendue ∆ = 17.4− 0.8 = 16.6
— les bornes min et max a0 = 0.8− 0.415 = 0.385 et a7 = 17.4 + 0.415 = 17.815.
— le pas h = (17.815− 0.385)/7 = 2.49.
— les classes

0.385, 2.875, 5.365, 7.855, 10.345, 12.835, 15.325, 17.815

par ai = a0 + ih.
— les fréquences relatives 8/50, 9/50, 10/50, 8/50, 7/50, 4/50, 4/50.
— les hauteurs sont nj/(nh) :

0.06425703, 0.07228916, 0.08032129, 0.06425703, 0.05622490, 0.03212851, 0.03212851.

On obtient la figure 2.2.
Pour obtenir l’histogramme à pas fixe, en réutilisant k et a0 et a7, on calcule
— les fréquences par classe m = b50/7c = 7.
— les classes comme le milieu des données triées (x?7 + x?8)/2, (x?14 + x?15)/2, . . . :

0.385, 2.650, 4.350, 6.150, 8.000, 10.200, 12.850, 16.750, 17.815.

— les fréquences relatives sont identiques et égales à m/n = 7/50 sauf la dernière 8/50.
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Figure 2.2 – Fonction hist sur USarrests$Murder : hist à pas fixe (à gauche) et à même effectif
(à droite)

— les hauteurs sont nj/(nhj) :

0.06307159, 0.08403361, 0.07936508, 0.07722008, 0.06493506, 0.05390836, 0.03663004, 0.13413816.

Définition 2.2.8 (Fonction de répartition empirique). La fonction de répartition empirique associé
à un échantillon x1, . . . , xn est la fonction en escalier suivante

Fn(x) =
1

n

n∑
i=1

11xi≤x =


0 si x < x?1,
i/n si x?i ≤ x < x?i+1,

1 si x > x?n,

où x?1, . . . , x
?
n désigne l’échantillon ordonné. Notons que chaque marche a une hauteur 1/n et Fn est

croissante de 0 à 1. Cette fonction permet d’estimer la fonction de répartition dont sont issues les
données.

2.3 Statistiques descriptives

2.3.1 Données individuelles

Définition 2.3.1 (Moyenne). La moyenne empirique d’un échantillon est donnée par

x̄n =
1

n

n∑
i=1

xi.

En R, on la calcule à l’aide la fonction mean qui possède un argument pour traiter les valeurs man-
quantes.

Définition 2.3.2 (Valeurs extrêmes). Le minimum x?1 = mini xi et le maximum x?n = maxi xi d’un
échantillon sont des indicateurs intéressants. Leur moyenne (x?1 + x?n)/2 est aussi important. En R,
on utilise min et max.
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Figure 2.3 – Fonction ecdf sur USarrests$Murder

Définition 2.3.3 (Médiane). Si n est impair, la médiane est définie par x?(n+1)/2. Si n est pair, la

médiane est définie par (x?n/2 + x?n/2+1)/2. En R, on utilise median.

mean min max (max-min)/2 median

Murder 7.788 0.8 17.4 8.3 7.25

Table 2.2 – Données USArrests$Murder

Proposition 2.3.1 (caractérisation des indicateurs de localisation). La moyenne empirique minimise
l’écart quadratique moyen e(c) = 1/n

∑n
i=1(xi − c)2, la médiane minimise l’écart en valeur absolu

e(c) = 1/n
∑n

i=1 |xi − c|, et enfin la moyenne des extrêmes minimise l’écart en norme infinie e(c) =
1/n max

i=1,...,n
|xi − c|.

Démonstration. Lorsque e(c) = 1/n
∑n

i=1(xi−c)2, la dérivée est donnée par e′(c) = −1/n
∑n

i=1 2(xi−
c) s’annulant en x̄n.

Lorsque e(c) = 1/n
∑n

i=1 |xi − c|, on trie l’échantillon

e(c) = 1/n
n∑
i=1

|x?i − c| = 1/n
k∑
i=1

(c− x?i ) + 1/n
n∑

i=k+1

(x?i − c)

pour c ∈ [x?k, x
?
k+1[. En dérivant par rapport à c et en annulant, on trouve k = n/2. Donc on obtient

c = (x?n/2 + x?n/2+1)/2.

Lorsque e(c) = 1/n max
i=1,...,n

|xi − c|, on trie l’échantillon

e(c) = 1/n max
i=1,...,n

|x?i − c| = 1/nmax(|x?1 − c|, |x?n − c|)
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qui est minimale pour (x?1 + x?n)/2.

Définition 2.3.4 (Variance, écart type, coefficient de variation). La variance empirique est donnée
par

s2
n =

1

n

n∑
i=1

(xi − x̄n)2 =
1

n

n∑
i=1

x2
i − x̄2

n.

L’écart type est la racine de la variance empirique sn =
√
s2
n. Le coefficient de variation empirique

corresponds à cvn = sn/x̄n.

Remarque 2.3.2. La commande var et sd donne la version sans biais de ces estimateurs

s′2n =
1

n− 1

n∑
i=1

(xi − x̄n)2 =
n

n− 1
s2
n, s

′
n =

√
s′2n .

En effet,

> var(Murder)
[1] 18.97047
> sum((Murder-mean(Murder))ˆ2)/n
[1] 18.59106
> var(Murder) * (n-1)/n
[1] 18.59106

Définition 2.3.5 (Etendue). L’étendue d’un échantillon est donnée par en = x?n − x?1.

Définition 2.3.6 (Quantile empirique). Le quantile empirique pour une probabilité p est donnée par

∀p ∈]0, 1[, qn,p =

{
(x?np + x?np+1)/2 si np ∈ N
(x?bnpc + x?bnpc+1)/2 sinon

Les quartiles correspondent à qn,1/4, qn,2/4, et qn,3/4, les déciles à qn,1/10, . . . , qn,9/10, les centiles à
qn,1/100, . . . , qn,99/100. La distance interquartile qn,3/4 − qn,1/4 est un indicateur de volatilité.

Remarque 2.3.3. En finance/assurance, la Value at risk de probabilité p correspond au quantile
de probabilité p. Dans l’industrie pétrolière, les niveaux P10, P50 et P90 correspondent au premier,
cinquième et dernier déciles.

Remarque 2.3.4. En R, par défaut la commande quantile fournit une estimation légèrement
différente

q̃n,p = (1− γ)x?j + γx?j+1

où j = bnp + 1 − pc et γ = np + 1 − p − j. Néanmoins pour p = 1/2, on retrouve bien la médiane.
Ci-dessous les quartiles et les extrêmes pour le jeu de données Murder.

> quantile(Murder)
0% 25% 50% 75% 100%

0.800 4.075 7.250 11.250 17.400



Pol
yc

op
ié
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2.3.2 Données groupées

Pour certain jeu de données, il est pertinent de travailler avec des données groupées. On dispose
donc non plus des xi mais des fréquences absolues n1, . . . , nk pour des valeurs v1, . . . , vk ou des in-
tervalles [v1, v2[, . . . , [vk, vk+1[. Par exemple pour des données discrètes, on observe le nombre de 0, le
nombre de 1, etc. . .

Définition 2.3.7 (Moyenne). La moyenne empiriques pour des données groupées (n1, [v1, v2[), . . . est
donnée par

x̄n =

∑k
i=1 nivi∑k
i=1 ni

=
1

n

k∑
i=1

nivi

avec n =
∑

i ni.

Définition 2.3.8 (Valeurs extrêmes). Le minimum et le maximum sont définis par x?1 = mini vi et
x?n = mini vi.

Définition 2.3.9. La médiane se calcule par l’algorithme suivant :
— calcul des fréquences cumulées ñj = n1 + · · ·+ nj pour j = 1, . . . , k.
— cherche le plus petit entier j? tel que ñj > n où n = ñk.
— la médiane empirique est pour j? > 1

x?n/2 = vj? +
(n

2
− ñj?−1

) vj?+1 − vj?
nj? − nj?−1

= vj? +
(n

2
− ñj?−1

) vj?+1 − vj?
nj

où n
2 − ñj?−1 est la proportion de consommation de la j? tranche. Pour j? = 1, la formule

devient

x?n/2 = v1 +
n

2

v2 − v1

n1
.

Définition 2.3.10 (Variance, écart type, coefficient de variation). La variance empirique est donnée
par

s2
n =

1

n

k∑
i=1

ni(vi − x̄n)2.

L’écart type est la racine de la variance empirique sn =
√
s2
n. Le coefficient de variation empirique

corresponds à cvn = sn/x̄n.

Exemple 2.3.11. Nous étudions le nombre de parasites ‘Toxocara cati’ présents dans l’appareil digestif
de chats sauvages des iles Kerguelen. Nous souhaitons ajuster deux lois de probabilité et déterminer
quelle est la plus vraisemblable. Nous observons les données suivantes.
vj 0 1 2 3 4 5 6 7 9 11 12 16 19 20 21 28 30 33 40 41 75

nj 14 8 5 1 6 2 1 1 2 1 1 1 1 1 1 2 1 1 1 1 1
ñj 14 22 27 28 34 36 37 38 40 41 42 43 44 45 46 48 49 50 51 52 53

Les fréquences cumulées sont en dernière ligne. On en déduit que j? = 3 puisque 28 > 53/2. Ainsi
la médiane est 2.9 par les calculs suivants

> vj
[1] 0 1 2 3 4 5 6 7 9 11 12 16 19 20 21 28 30 33 40 41 75 76
> nj
[1] 14 8 5 1 6 2 1 1 2 1 1 1 1 1 1 2 1 1 1 1 1
> n <- sum(nj)
> njtilde <- cumsum(nj)
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> n/2
[1] 26.5
> jstar <- 3
>
> vj[jstar] + (n/2 - njtilde[jstar-1]) * (vj[jstar+1] - vj[jstar]) / (nj[jstar])
[1] 2.9

2.3.3 Résumé des indicateurs

Nom Indicateur Quantité d’intérêt Type

moyenne x̄n E(X) localisation
médiane qn,1/2 z tel que P (X ≤ z) = 1/2 localisation

variance s2
n V ar(X) dispersion

écart-type
√
s2
n

√
V ar(X) dispersion

étendue en support de X dispersion

minimum x?1 min(X) dispersion, extrême
maximum x?n max(X) dispersion, extrême
quantile qn,p z tel que P (X ≤ z) = p risque, extrême

2.4 Statistique inférentielle

On suppose toujours que les variables aléatoires X1, . . . , Xn sont iid de variable générique X. Nous
noterons x1, . . . , xn leur réalisation : ainsi xi est un réel et Xi une variable aléatoire.

Les variables aléatoires ont pour fonction de répartition F (., θ) et densité f(., θ) dont on cherche
à estimer le paramètre θ ∈ Rd inconnu mais déterministe. Par exemple, si X est de loi exponentielle,
alors F (x, θ) = 1− e−θx et f(x, θ) = θe−θx.

Le but de cette section est d’étudier une méthode d’estimation du paramètre θ de la loi.

Définition 2.4.1 (Statistique). Une statistique est une fonction des observations t : Rn 7→ Rm
associant t(x1, . . . , xn) au point (x1, . . . , xn).

Remarque 2.4.1. La moyenne empirique t(x1, . . . , xn) = x̄n, le minimum t(x1, . . . , xn) = x?1 ou
encore t(x1, . . . , xn) = ((1− log 2)x?1, (1 + log 2)x?n) sont des statistiques. Ce sont des réalisations des
variables aléatoires X̄n, X?

1 et ((1−log 2)X?
1 , (1+log 2)X?

n) respectivement. Par la suite, nous noterons
par tn = t(x1, . . . , xn) la réalisation de la variable aléatoire Tn = t(X1, . . . , Xn).

Définition 2.4.2 (Estimateur). Un estimateur d’une grandeur θ est une statistique Tn à valeurs dans
l’ensemble des valeurs possibles de θ. Une estimation de θ est une réalisation tn de Tn.

Définition 2.4.3 (Moments centrés et ordinaires). Les moments centrés et ordinaires d’une variable
aléatoire X sont définis par

µk = E
(

(X − E(X))k
)

et mk = E
(
Xk
)
.

Leur version empirique est

µk,n =
1

n

n∑
i=1

(xi − x̄n)k et mk,n =
1

n

n∑
i=1

xki .

Définition 2.4.4 (MME). La méthode des moments (“Moment Matching Estimation”) consiste à
égaler les d premier moments théoriques et leur version empirique où d est la dimension du paramètre.
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ié

de
co

ur
s

CHAPITRE 2. OUTILS STATISTIQUES 22

Remarque 2.4.2. Lorsque d = 1, notons ϕ la fonction donnant l’espérance théorique E(X) = ϕ(θ).
L’estimateur des moments de θ est

θ̃n = ϕ−1

(
1

n

n∑
i=1

Xi

)
.

Lorsque d = 2, notons ϕ la fonction donnant l’espérance et la variance théoriques (E(X), V ar(X)) =
ϕ(θ1, θ2). L’estimateur des moments de θ est

(θ̃1,n, θ̃2,n) = ϕ−1

(
1

n

n∑
i=1

Xi,
1

n

n∑
i=1

(Xi − X̄n)2

)
.

Exemple 2.4.5 (Loi Bernoulli B(p)). Pour une loi de Bernoulli, l’espérance est E(X) = p, i.e.
ϕ(x) = x. L’estimateur des moments est p̃n = X̄n.

Exemple 2.4.6 (Loi binomiale B(l, p)). Pour une loi binomiale, l’espérance et la variance sont
E(X) = lp et V ar(X) = lp(1 − p), i.e. ϕ(x, y) = (xy, xy(1 − y)). En inversant le système ϕ(x, y) =
(m1,m2) on obtient ϕ−1(m1,m2) = (m2

1/(m1 −m2), 1−m2/m1). Ainsi l’estimateur des moments est

p̃n = 1− S2
n

X̄n
et l̃n =

X̄2
n

X̄n − S2
n

.

Exemple 2.4.7 (Loi Géométrique G(p)). Pour la loi géométrique, l’espérance est E(X) = 1/p, i.e.
ϕ(x) = 1/x. Ainsi l’estimateur des moments est p̃n = 1/X̄n.

Exemple 2.4.8 (Loi exponentielle E(λ)). Pour une loi exponentielle, l’espérance est E(X) = 1/λ,
i.e. ϕ(x) = 1/x. Ainsi l’estimateur des moments est λ̃n = 1/X̄n.

Exemple 2.4.9 (Loi normale N (µ, σ2)). Pour une loi normale, les moments sont E(X) = µ et
V ar(X) = σ2, i.e. ϕ(x, y) = (x, y). Ainsi l’estimateur des moments est

µ̃n = X̄n et σ̃2
n = S2

n.

Exemple 2.4.10 (Loi de Pareto P(σ, α)). Pour une loi de Pareto les moments sont donnés par
E(X) = σ/(α− 1) et V ar(X) = ασ2/(α− 1)2/(α− 2). On a

ϕ(x, y) = (x/(y − 1), yx2/(y − 1)2/(y − 2)).

On résout{
E(X) = σ

α−1

V ar(X) = σ2α
(α−1)2(α−2)

⇔

{
E(X) = σ

α−1

V ar(X) = α(E(X))2

(α−2)

⇔

{
α = 2V ar(X)

V ar(X)−(E(X))2

E(X) = σ
α−1

Ainsi l’estimateur des moments est

α̃n =
2S2

n

S2
n − (X̄n)2

, σ̃n = X̄n(α̃− 1)
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Chapitre 3

Loi des grands nombres

Les théorèmes mathématiques sont des outils intéressants, qui permettent de quantifier l’incertitude
d’un aléa. Dans le cas de l’assurance, on veut estimer la probabilité que l’assureur soit en ruine pour
réduire au mieux ce risque. La loi des grands nombres permets d’obtenir, avec une certaine confiance,
des informations quantitatives sur le capital à détenir pour garantir la solvabilité. La notion de ruine
est directement liée à la notion d’assurabilité. Tous les risques ne sont pas assurables soit pour leur
dangerosité soit pour leur caractère non aléatoire. On dit qu’un risque est assurable lorsque il est (i)
aléatoire, (ii) non volontaire, (iii) homogène, (iv) dispersé.

Pour beaucoup d’applications, on souhaite quantifier aussi l’incertitude des variables aléatoires en
particulier celle de la moyenne empirique.

X̄n =
1

n

n∑
i=1

Xi.

Calculons son espérance

E(X̄n) = E

(
1

n

n∑
i=1

Xi

)
=

1

n

n∑
i=1

E(Xi).

Si X1, . . . , Xn sont de même lois et indépendants, on trouve E(X̄n) = E(X). Calculons sa variance

V ar(X̄n) = V ar

(
1

n

n∑
i=1

Xi

)
=

1

n2

n∑
i=1

V ar(Xi).

Si X1, . . . , Xn sont de même lois et indépendants, on trouve V ar(X̄n) = V ar(X)/n. On dira que la
moyenne empirique X̄n est un estimateur sans biais de E(X) et convergent en moyenne quadratique.
Néanmoins, cela ne nous donne pas le comportement lorsque n tends vers +∞.

3.1 Loi des grands nombres

Définition 3.1.1 (Convergence presque sûre ou forte). Pour une variable aléatoire X réelle, on dit
que (Xn)n converge fortement ou presque surement vers X lorsque P (Xn −→

n→+∞
X) = 1. On le note

Xn
p.s.−→

n→+∞
X.

Parmi tous les théorèmes liés à la convergence presque sûre, le plus célèbre d’entre eux est la loi
forte des grands nombres due au mathématicien russe A. Kolmogorov.

23



Pol
yc

op
ié
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Théorème 3.1.1 (Loi forte des Grands Nombres). Soit (Xn)n une suite de variables aléatoires iid
admettant une moyenne m <∞. On a

X1 + · · ·+Xn

n

p.s.−→
n→+∞

m

Autrement dit
∀ε > 0, P (|X̄n −m| > ε) −→

n→+∞
0.

Par exemple, soit (Xn)n une suite de variables aléatoires de Bernoulli B(p). Alors la moyenne
empirique converge vers p,

X1 + · · ·+Xn

n

p.s.−→
n→+∞

p.

Intéressons nous au lancer de dés. On souhaite évaluer la probabilité que le numéro indiqué par le dé
soit pair. Notons Yn le résultat du nème lancer de dés. On s’intéresse à la variable

Xn =

{
1 si Yn ∈ {2, 4, 6}
0 si Yn ∈ {1, 3, 5}

Pour estimer cette probabilité, nous procédons par simulation. On simule n fois la variable Y1, . . . , Yn
puis on calcule X1, . . . , Xn.

n X̄n

10 0.7
100 0.48
1000 0.502
10000 0.4948
1e+05 0.49979
1e+06 0.500206
1e+07 0.5000332

Intéressons nous la face du dé Yn. Regardons la convergence de Ȳn vers E(Y ) = 3.5.

n Ȳn

10 2.8
100 3.71
1000 3.672
10000 3.5145
1e+05 3.51491
1e+06 3.500127
1e+07 3.500057

3.2 Théorème central limite

Définition 3.2.1 (Converge en loi). Pour une variable aléatoire X réelle, on dit que (Xn)n converge
faiblement ou en loi vers X lorsque

∀t ∈ R, FXn(t) −→
n→+∞

FX(t).

On le note Xn
D−→

n→+∞
X.
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Parmi tous les théorèmes liés à la convergence en loi, le plus célèbre d’entre eux est le théorème
central limite du au mathématicien G. Polya.

Théorème 3.2.1 (Théorème central limite). Soit (Xn)n une suite de variables aléatoires iid admettant
une moyenne m et une variance s2 finies. Posons

∀n ≥ 1, Zn =
X1 + · · ·+Xn − nm

s
√
n

=
X̄n −m

s

√
n.

Alors la suite (Zn)n converge en loi vers la loi normale N (0, 1). Autrement la suite des moyenne
empirique (X̄n)n converge en loi vers la loi normale N (m, s2/n).

Soit (Xn)n une suite de variables aléatoires de Bernoulli U(p). Alors la moyenne empirique converge
vers p,

X1 + · · ·+Xn

n

D−→
n→+∞

N (p, p(1− p)/n).

Sur l’exemple des sinistres de loi exponentielle E(1/1000), nous appliquons le théorème central
limite. Nous simulons m = 10000 fois une moyenne empirique de n = 10 ou 50 variables iid de loi
exponentielle. Comme on le constate sur les figures 3.1a, 3.1b, à mesure que n augmente l’histogramme
se rapproche de la densité de la loi normale. Si on s’intéresse à la somme plutôt qu’à la moyenne empi-
rique, l’allure est préservée malgré le changement d’échelle, cf. figures 3.1a, 3.1b. La même procédure
a été faite pour la loi de Poisson en figures 3.2a, 3.2b.
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Figure 3.1 – Loi exponentielle E(1/1000)



Pol
yc

op
ié
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Figure 3.2 – Loi Poisson P(5)
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